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RESUMEN: El comportamiento termo-mecánico de un acero microaleado de medio carbono ha sido anali-
zado mediante una Red Neuronal Artificial (RNA). Las curvas de fluencia para el entrenamiento de la RNA 
han sido obtenidas mediante ensayos de compresión en caliente que se efectuaron a temperaturas que oscilaron 
entre 1150 °C y 900 °C a incrementos de 50 °C, y en un intervalo de velocidades de deformación que varió entre 
10−4 y 10 s−1. Se ha podido comprobar que el modelo de RNA, desarrollado en el presente trabajo, es capaz de 
predecir con exactitud y eficiencia el comportamiento de fluencia en caliente del acero estudiado y existe un 
buen acuerdo entre los resultados experimentales y los resultados de la RNA. Para analizar la conformabilidad 
del acero microaleado se han construido mapas de procesado basados en el modelo dinámico de materiales 
(DMM) usando los valores de la tensión de fluencia obtenidos mediante la RNA. El estudio de los mapas revela 
los diferentes dominios de la fluencia plástica del acero estudiado y muestra la gran similitud entre los resulta-
dos experimentales y los resultados teóricos, por lo que el uso de la RNA puede constituir una alternativa muy 
interesante para el diseño y el estudio de los procesos de conformado en caliente.
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ABSTRACT: Study of the thermo-mechanical behavior of medium carbon microalloyed steel during hot forming 
process using an artificial neural network. The thermo-mechanical behavior of medium carbon microalloyed steel 
has been analyzed by an Artificial Neural Network (ANN). The flow curves for training the ANN have been 
obtained from the hot compression tests, carried out over a temperature range varying from 900 to 1150 °C and 
at different true strain rates ranging from 10−4 to 10 s−1. It has been found that the ANN model developed in this 
study is capable to predict accurately and efficiently the flow behavior of the studied steel and there is a good 
agreement between the experimental results and the ANN results. To analyze the formability of the studied steel, 
processing maps have been constructed on the basis of the Dynamic Materials Model (DMM), using the ANN 
values of the flow stress. The study of maps reveals the different domains of the flow behavior of the studied 
steel and shows the great similarity between the experimental results and the theoretical results, so the use of the 
ANN can constitute an interesting alternative for design and study of hot forming processes.
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1. INTRODUCCIÓN

La crisis económica y la necesidad de un desarro-
llo sostenible han obligado a la industria de auto-
moción a utilizar nuevos aceros con el objetivo de 
reducir el peso de los automóviles (ahorro en com-
bustible y menor emisión de CO2) y aumentar su 
resistencia al impacto (más seguridad en el vehículo 
y menos daños corporales). En este sentido, los ace-
ros microaleados han sido ampliamente estudiados 
y utilizados en la industria, y su importancia estriba 
en el hecho de no necesitar tratamientos térmicos 
una vez conformada la pieza. Esto supone un aho-
rro económico muy interesante en costes de energía 
y tiempo (Naylor, 1998; Kaynar et  al., 2013; Hui 
et al., 2015). Para poder optimizar las propiedades 
mecánicas de este tipo de aceros y fabricar piezas de 
alta precisión dimensional, los parámetros de con-
trol del proceso de conformado deben ser elegidos 
cuidadosamente. Durante un proceso de confor-
mado en caliente, el comportamiento de fluencia 
del material está notablemente influenciado por 
factores mecánicos y microestructurales (Da Silva 
et  al., 2006). La influencia de estos factores sobre 
la tensión de fluencia es muy complicada de descri-
bir mediante una ecuación constitutiva simple, por 
el gran número de fenómenos metalúrgicos interco-
nectados que puede exhibir el material durante su 
transformación termo-mecánica: inestabilidad plás-
tica, endurecimiento por deformación, restauración 
dinámica y recristalización dinámica, etc. Por ello, 
para controlar las propiedades mecánicas finales y 
obtener una mejor precisión dimensional en el pro-
ducto conformado es imprescindible modelizar el 
comportamiento de fluencia del material para poder 
optimizar los parámetros de control del proceso de 
conformado (Jahazi y Eghbali, 2001; Ceschini et al., 
2013). En el intento de proporcionar ecuaciones 
constitutivas apropiadas, varios modelos matemáti-
cos han sido propuestos para caracterizar, a partir 
de datos experimentales, el comportamiento de los 
aceros microaleados en procesos de conformado 
en caliente (Cabrera et al., 1997; Shaban y Egbali, 
2010; Akbari et al., 2015). La complejidad microes-
tructural de este tipo de aceros y la no linealidad 
de su comportamiento de fluencia hacen difícil y 
complejo el desarrollo de una ecuación constitu-
tiva capaz de predecir con exactitud el comporta-
miento del material. Los métodos convencionales 
usan métodos de regresión para ajustar modelos 
existentes a los datos experimentales y así obtener 
los parámetros de la ecuación constitutiva. Pero, 
cuando se añaden nuevos datos, la mayoría de los 
parámetros ya calculados cambian y habrá que vol-
ver a reajustar el modelo para obtener nuevos pará-
metros. En consecuencia, esta vía puede ser muy 
lenta y puede reducir considerablemente la exacti-
tud de los resultados obtenidos. Por el contrario, las 
Redes Neuronales Artificiales (RNA) no requieren 

una forma específica de ecuaciones y no necesitan 
tener en cuenta los mecanismos de deformación, 
sólo requieren datos suficientes y significativos de 
entrada/salida. La capacidad de los modelos RNA 
para la descripción de los comportamientos no linea-
les y la interacción entre los diferentes mecanismos 
de deformación ha sido ampliamente demostrada 
en numerosas aplicaciones en ciencias de materiales 
(Chai et al., 2012; Gupta et al., 2012; Alcelay et al., 
2014; Zhao et al., 2014; Reddy et al., 2015).

Como es bien sabido, la conformabilidad de 
un material depende de variables externamente 
controlables (deformación (ε), velocidad de defor-
mación (ɛ̇) y temperatura (T) de la pieza confor-
mada) y de las características de fluencia inherentes 
al material. Hoy en día, el modelo dinámico de 
materiales (DMM) se ha convertido en un método 
muy prometedor para analizar y optimizar la con-
formabilidad de una amplia gama de materiales 
(Al Omar, 1996; Bakkali El Hassani et  al., 2008; 
Al Omar et  al., 2010; Alcelay et  al., 2014; Jenab 
y Taheri, 2014; Alcelay, 2015; Shang et al., 2015). 
Este modelo fue desarrollado por primera vez en 
base a los principios fundamentales de la mecá-
nica de medios continuos de la fluencia plástica en 
grandes deformaciones, usando los conceptos de 
modelización de los sistemas físicos y los principios 
de la termodinámica irreversible que describen la 
estabilidad y la auto-organización de los sistemas 
caóticos (Ziegler, 1963; Prigogine, 1978; Wellstead, 
1979; Prasad et al. 1984; Prasad y Sasidhara, 1997; 
Prasad y Seshacharyulu, 1998). En este modelo, 
la pieza conformada se considera como un disi-
pador de energía sin capacidad significativa para 
almacenarla. Además, su comportamiento de 
fluencia, impuesto por las variables del proceso de 
conformado (velocidad de deformación y tempera-
tura), es no lineal y provoca cambios irreversibles 
en la microestructura que pueden ser beneficio-
sos (recristalización dinámica, deformación super-
plástica) o dañinos (fluencia localizada, bandas 
de cizalladura, cizalladura adiabática, formación 
de cavidades, rotura intercristalina, etc.). Desde el 
punto de vista industrial, la recristalización diná-
mica es el cambio microestructural más beneficioso 
que puede aparecer durante un proceso de con-
formado, permitiendo una mejora significativa de 
la conformabilidad intrínseca del material confor-
mado mediante la reconstitución de la microestruc-
tura y afino de grano.

Para evaluar la conformabilidad de los mate-
riales metálicos, durante procesos de conformado 
en caliente, Prasad (Prasad et  al., 1984; Prasad y 
Sasidhara, 1997; Prasad y Seshacharyulu, 1998) 
ha propuesto construir mapas de procesado que 
permiten una caracterización explícita del com-
portamiento del material, bajo condiciones de 
conformado, en términos de cambios microestructu-
rales. Estos mapas se componen de la superposición 
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de dos tipos de mapas: un mapa de disipación de 
energía y un mapa de inestabilidad plástica, los dos 
desarrollados en base al DMM. El mapa de disi-
pación de energía representa las características de 
disipación de energía a través de cambios microes-
tructurales en términos de la eficiencia de disipación 
de energía expresada por el parámetro:

h =
+
m

m
2

1
 (1)

donde m es el coeficiente de sensibilidad a la veloci-
dad de deformación.

La variación del parámetro h, con la tempera-
tura y con la velocidad de deformación, constituye 
el mapa de eficiencia de disipación de energía del 
material conformado. Este mapa ayuda a identifi-
car las zonas óptimas de conformado y evitar las 
regiones consideradas de daño microestructural. 
Entre los zonas óptimas de conformado, el dominio 
asociado con la DRX es el más eficiente y se consi-
dera el más indicado para el conformado en caliente 
(Raj, 1981; Frost y Ashby, 1982; Prasad y Sasidhara, 
1997). En consecuencia, estos mapas son de gran 
utilidad industrial porque permiten optimizar los 
parámetros de control de procesos industriales de 
conformado y producir piezas fiables y sin defectos 
(Prasad y Sasidhara, 1997).

Para la construcción de los mapas de inestabi-
lidad plástica se evalúa el parámetro inestabilidad 
plástica x (ɛ̇, T) y se representa su variación en fun-
ción de la temperatura y de la velocidad de defor-
mación, a una deformación dada. El parámetro de 
inestabilidad plástica viene dado por la expresión 
siguiente:
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Los mapas de inestabilidad plástica delimitan 
las zonas de daño microestructural. Estas zonas se 
caracterizan por valores negativos de x (ɛ̇, T) y son a 
evitar durante los procesos de conformado.

En la literatura son pocos los trabajos de inves-
tigación dedicados a la caracterización del compor-
tamiento de fluencia de los aceros microaleados de 
medio carbono, durante un proceso de conformado 
en caliente, aplicando a la vez un modelo de RNA 
y el DMM (Alcelay et al., 2014; Alcelay, 2015). El 
presente trabajo pretende alcanzar dos objetivos 
principales; por una parte desarrollar un modelo 
de RNA para predecir el comportamiento de fluen-
cia del acero estudiado, utilizando las curvas de 
fluencia obtenidas mediante ensayos de compre-
sión en caliente realizados en el rango de tempera-
turas 900–1150 °C y velocidades de deformación 
ɛ̇=10−4–10 s−1. Por otra parte, construir los mapas 
de procesado usando los valores de la tensión de 
fluencia predichos por el modelo de RNA.

2. PROCEDIMIENTO EXPERIMENTAL

El material utilizado en este estudio es un acero 
microaleado comercial de medio carbono cuya com-
posición química se presenta en la Tabla 1. Para obte-
ner las curvas de fluencia, se llevaron a cabo ensayos 
de compresión uniaxial sobre probetas cilíndricas de 
11,4 mm de altura y 7,6 mm de radio, en un rango de 
temperaturas entre 900 °C y 1150 °C y velocidades 
de deformación entre 10−4 y 10 s−1. Para obtener la 
misma microestructura inicial en todos los ensayos, 
las probetas se precalentaban previamente durante 
5 minutos a 1200 °C y luego se enfriaban hasta la 
temperatura de ensayo. Inmediatamente después 
de acabar el ensayo, las probetas eran templadas en 
agua y, posteriormente, preparadas para su estudio 
metalográfico.

3. MODELO DE RNA PROPUESTO

Una red neuronal es un modelo artificial alta-
mente simplificado de la estructura del cerebro 
humano (Smith, 1993; Haykin, 1999; Hagan et al., 
2002). Es un sistema para el tratamiento de infor-
mación, cuya unidad básica de procesamiento se 
llama “neurona”. En una RNA, las neuronas están 
distribuidas normalmente en capas conectadas entre 
sí: una capa de entrada, una o varias capas ocultas 
y una capa de salida. Las neuronas de la capa de 
entrada interactúan con el mundo real para recibir 
datos de entrada. Después de procesar estos datos, 
se envían a la capa oculta que a su vez los procesa y 
envía una respuesta a la capa de salida. La conexión 
entre las diferentes capas de neuronas está represen-
tada por lo que se denomina “fuerza de conexión” 
o “peso” (Zhao et  al., 2014; Alcelay, 2015; Reddy 
et  al., 2015). En general, un modelo de RNA se 
desarrolla en las siguientes etapas: (a) adquisición 
de datos experimentales; (b) especificación de los 
parámetros de entrada/salida; (c) análisis y procesa-
miento de los datos adquiridos; (d) entrenamiento 
de la RNA; (e) validación y test de la RNA entre-
nada y (f) evaluación del rendimiento del modelo de 
RNA.

En este estudio, para caracterizar el comporta-
miento de fluencia del acero microaleado, se ha pro-
puesto un modelo de RNA de perceptrón multicapa 
con un algoritmo de aprendizaje de retropropaga-
ción del error. Este modelo se compone de: una capa 
de entrada, dos capas ocultas y una capa de salida 
(Fig. 1). La capa de entrada consiste en tres neuro-
nas que representan los parámetros independientes 

Tabla 1. Composición química del  
acero estudiado (% en peso)

C Mn Si P S V Al Ti Nppm

0,34 1,52 0,72 0,025 0,025 0,083 0,0145 0,018 0,0114
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del proceso de conformado: temperatura (T), defor-
mación (e) y velocidad de deformación (ɛ̇). La capa 
de salida consiste en una sola neurona que repre-
senta la tensión de fluencia σ del acero estudiado. 
La arquitectura de la red neuronal, así como su 
entrenamiento, aprendizaje y posterior validación 
se llevaron a cabo con el módulo de redes del pro-
grama Matlab. Para desarrollar el modelo de RNA 
se ha construido una base de datos (Tabla 2) que se 
compone de los valores experimentales obtenidos a 
partir de ensayos de compresión uniaxial en caliente 
a diferentes velocidades de deformación y tempera-
turas. Esta base de datos se ha utilizado para entre-
nar a la RNA y, también, para probar su fiabilidad 
con datos que no se han utilizado en el entrena-
miento. Por tanto, para el entrenamiento se utiliza-
ron 26 curvas de fluencia y para el test 16 de dichas 
curvas. Cabe mencionar que estos datos fueron ele-
gidos aleatoriamente y que el número de datos de 
test concuerda con la regla general para verificar 

el correcto funcionamiento de la red (Smith, 1993; 
Haykin, 1999; Hagan et al., 2002).

La RNA requiere que tanto los datos de entrada 
como los de salida estén comprendidos entre 0 y 1. 
Por lo tanto, los datos deben ser normalizados antes 
de introducirlos en la red. Para la normalización de 
T y de σ se utiliza la siguiente ecuación:

′ = Z
Z

-
Z

Z
Z

0,95*
1,05* -0,95*

min

max min

 (3)

donde Z es el valor experimental (T y σ) y Z′ es el 
valor normalizado de Z. Los valores máximos y 
mínimos de Z′ se obtienen mediante Zmax y Zmin, 
respectivamente. Sin embargo, la ecuación anterior 
no se puede utilizar para normalizar la velocidad de 
deformación ɛ̇, ya que los valores normalizados de ɛ̇ 
obtenidos son demasiado pequeños. Para evitar este 
problema, se utiliza una normalización logarítmica 
a través de la ecuación:

e = + e− + e

+ e − + e1,05
'

5 log 0,95* (5 log )

* (5 log ) 0,95* (5 log )

.
. .

min
.

max

.

min

 (4)

siendo ɛ̇ el valor experimental, y ɛ̇′ el valor nor-
malizado. La constante 5 se utiliza para que todos 
los valores normalizados sean positivos. En cuanto 
a la deformación, puesto que sus valores se encuen-
tran entre 0 y 1, no es necesario normalizarlos.

El entrenamiento del modelo desarrollado se llevó 
a cabo mediante el algoritmo Levenberg-Marquardt 
(LM); es uno de los algoritmos de aprendizaje más 
eficientes utilizados en el entrenamiento de las RNA 
(Smith, 1993; Haykin, 1999; Hagan et  al., 2002; 
Alcelay, 2015). El ajuste de los pesos en el modelo 
se hace a través del algoritmo de retropropagación 
del error que permite minimizar el error cuadrá-
tico medio entre el valor de salida obtenido por el 
modelo de RNA y el valor real deseado, mediante 
el método del gradiente decreciente y una función 
de activación diferenciable. En el presente trabajo, 
la función sigmoidea ha sido utilizada como fun-
ción de activación o de transferencia entre las capas 
 ocultas. Esta función se expresa mediante:

Figura 1. Arquitectura de la red neuronal.

Tabla 2. Base de datos utilizada para el desarrollo del modelo de RNA

ɛ̇ (s−1)
Curvas de fluencia utilizadas para el  
entrenamiento del modelo de RNA ɛ̇ (s−1)

Curvas de fluencia utilizadas para el  
entrenamiento del modelo de RNA

10−4 900, 1000, 1050, 1100 (°C) 3×10−4 900, 950, 1000, 1050 (°C)

10−3 900, 950, 1100, 1150 (°C) 5×10−3 900, 1000 (°C)

10−2 900, 950, 1050, 1100, 1150 (°C) 3×10−3 950, 1050, 1150 (°C)

10−1 900, 950, 1050, 1100, 1150 (°C) 5×10−2 900, 1000, 1050 (°C)

1 1000, 1100 (°C) 3×10−2 950, 1050 (°C)

3 1000, 1050,1150 (°C) 10−1 1100 °C

10 950, 1100,1150 (°C) 1 1050 °C
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( )
1f  x =

+ e1 -x
 (5)

Después de varios ciclos de entrenamiento, se ha 
observado que se obtienen mejores resultados con 
una red que tiene dos capas ocultas de 10 neuronas 
cada una. Por lo tanto, la arquitectura de la ANN 
adoptada en este estudio es 3-10-10-1 (Fig. 1).

Para evaluar el rendimiento del modelo desarro-
llado, se han utilizado cuatro índices estadísticos 
estándar: el coeficiente de correlación (R), el prome-
dio de error absoluto relativo (AARE), la raíz cua-
drada del error cuadrado medio (RMSE) y el índice 
de dispersión (SI) (Zhao et al., 2014). Estos cuatro 
índices se definen a continuación:

∑

∑∑
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SI = RMSE
E

 (9)

donde E es el valor experimental y P es el valor 
obtenido mediante el modelo de RNA; E– y P– son 
los valores medios de E y P respectivamente; N es 
el número total de datos empleados en la investi-
gación; p corresponde al número de variables de 
salida.

Cabe mencionar que el algoritmo de aprendi-
zaje BP se basa en un procedimiento iterativo para 
minimizar los índices RMSE y AARE; después de 
cada iteración, el valor del parámetro de salida se 
compara con el valor experimental, calculando los 
dos índices. El modelo se considera bueno cuando se 
logran valores muy bajos (~0,0001). Pero, es impor-
tante tener en cuenta que valores muy altos del 
índice R (cerca de 1) no deberían siempre ser inter-
pretados como evidencia de un buen rendimiento 
predictivo del modelo, porque estos valores no des-
criben completamente la relación entre los valores 
experimentales y los valores teóricos del modelo 
(Ehrman et al., 2000; Phaniraj y Lahiri, 2003). Sin 
embargo, los cuatro índices estadísticos estándar 
tienen que ser utilizados juntos para una evaluación 
adecuada del rendimiento del modelo.

4. RESULTADOS Y DISCUSIÓN

4.1. Predicción del comportamiento de fluencia 
usando el modelo de RNA

La Tabla 3 recoge los valores estadísticos están-
dar obtenidos mediante el entrenamiento y test del 
modelo de RNA desarrollado en este trabajo. Según 
se observa en esta tabla, existe una excelente con-
cordancia entre los datos experimentales y los valo-
res teóricos del modelo; los porcentajes de error 
respecto a los experimentales son inferiores al 5%, 
tanto para el RMSE, AARE y SI. Además, el coefi-
ciente de correlación lineal R es una buena medida 
de la bondad del ajuste lineal entre las variables 
experimentales y teóricas. A la vista de los valores 
obtenidos para este coeficiente (muy cercanos a 1) se 
puede afirmar que el ajuste lineal es perfecto.

La Fig. 2 muestra la regresión entre los valores 
experimentales y los logrados mediante el modelo 
de RNA. En esta figura se dibuja una línea inclinada 
a 45° respecto a la horizontal. Para un ajuste per-
fecto, todos los puntos deben estar sobre esta línea 
y tal como se puede observar en la figura, los valo-
res obtenidos mediante el modelo de red están en 
muy buena concordancia con los valores obtenidos 
experimentalmente; la mayor parte de los puntos se 
encuentran sobre la línea de 45°. Los coeficientes de 
correlación obtenidos para el entrenamiento y test 
de la red son muy cercanos a 1: 0,9993 y 0,9975, res-
pectivamente. Estos resultados indican que las pre-
dicciones del modelo de RNA son muy precisas y la 
red ha sido entrenada satisfactoriamente y podría 
ser aplicada para predecir el comportamiento de 
fluencia del acero estudiado.

Además, y para garantizar la consistencia y la 
fiabilidad del rendimiento del modelo de RNA, se 
ha llevado a cabo un análisis estadístico del error 
relativo. El error entre los datos experimentales y los 
datos teóricos del modelo de red se puede calcular a 
través de la siguiente expresión:

Error relativo 100%
−



 ×= E P

E
i i  (10)

La distribución del error de predicción del 
modelo de RNA para el entrenamiento, prueba y 
test se muestra en la Fig. 3. Esta figura indica que 
la distribución del error relativo de los dos conjun-
tos de datos (entrenamiento y test) sigue una dis-
tribución típica de Gauss y, además, para más del 

Tabla 3. Rendimiento del modelo RNA para el 
entrenamiento y test de los datos del acero estudiado

ɛ̇ (s−1) R RMSE (%) AARE (%) SI

Entrenamiento 0,9993 1,4579 1,4579 0,0203

Test 0,9975 4,3665 3,5850 0,0601
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95% de los datos del entrenamiento, el error relativo 
se encuentra dentro del ±10%. Para los datos del 
test, el error relativo está dentro de ±5% para más 
del 88% de datos. En consecuencia, se confirma el 
buen rendimiento del modelo de RNA propuesto. 
Es importante señalar que el error de predicción no 
puede atribuirse solamente a la capacidad de predic-
ción del modelo, sino en parte al ruido experimental 
que aparece durante la realización de los ensayos de 
compresión en caliente.

En la Fig. 4 se muestra una comparación entre 
las curvas de fluencia experimentales con las obte-
nidas con el modelo de RNA desarrollado, a dife-
rentes velocidades de deformación y temperaturas. 
Puede observarse que en general existe una muy 

buena concordancia entre los resultados del modelo 
de RNA y los de los ensayos experimentales, bajo 
diferentes condiciones de deformación. El modelo 
desarrollado predice satisfactoriamente, en las cur-
vas de fluencia, la tendencia al endurecimiento por 
deformación y al ablandamiento dinámico poste-
rior. Sin embargo, a pesar de esta excelente concor-
dancia, se debe mencionar que el modelo de RNA 
no es capaz de modelizar el comportamiento cíclico 
de la recristalización dinámica, a bajas velocidades 
de deformación y altas temperaturas. Esto se debe 
a que el modelo de RNA utiliza el método del gra-
diente descendiente para minimizar la función de 
error en el espacio de pesos.

4.2. Construcción de los mapas de procesado usando 
el modelo de RNA

Para comprobar la predictibilidad del modelo de 
RNA propuesto en este trabajo, se han construido 
los mapas de procesado en base al DMM y usando 
los valores de la tensión de fluencia predichos por el 
modelo de RNA.

4.2.1. Mapa de eficiencia de disipación de energía

La Fig. 5 muestra el mapa de contornos de 
iso-eficiencia de disipación de energía del acero 
estudiado obtenido a deformación de 0,6 (que es, 

FIGURA 2. Comparación entre resultados experimentales y 
resultados obtenidos por el modelo de RNA 

para: (a) entrenamiento y (b) test.

FIGURA 3. Análisis estadístico del error de predicción del 
modelo de RNA para: (a) entrenamiento y (b) test de datos.
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aproximadamente, la deformación correspondiente 
a fluencia de estado estable). Tal como se ha men-
cionado arriba, la eficiencia de disipación de energía 
(η) se obtiene aplicando la Ec. (1). Caber recordar 
que la eficiencia de disipación de energía caracteriza 
la microestructura disipativa del material, confor-
mado bajo diferentes condiciones de temperatura 
y velocidad de deformación, y la interpretación 
del  mapa de iso-eficiencia se basa en el hecho de 

que algunas de las manifestaciones de inestabilidad 
plástica se caracterizan por dominios con mínimos 
o valores muy altos del parámetro h.

La observación de la Fig. 5 revela la existencia 
de dos dominios caracterizados por un máximo de 
eficiencia. El primero, aparece centrado a 1150 °C 
y 10  s−1 con una eficiencia máxima de aproxima-
damente 38%; es el dominio de la DRX (Al Omar, 
1996). Esta correlación se confirma mediante las 
curvas de fluencia obtenidas bajo diferentes com-
binaciones de temperatura y velocidad de defor-
mación en este dominio y muestran claramente un 
ablandamiento continuo con un comportamiento 
de pico simple. El segundo dominio se produce en 
la región de bajas temperaturas y velocidades de 
deformación moderadas (centrado a aproximada-
mente 900 °C y 0,1 s−1). En este caso de bajas tem-
peraturas y velocidades de deformación intermedias 
es de esperar que actúe la DRV; las curvas típicas 
de fluencia dentro de este dominio son caracterís-
ticas de la DRV. En un proceso de conformado en 
caliente, tanto la DRX como la DRV se consideran 
mecanismos beneficiosos para la microestructura 
y, en consecuencia, las propiedades mecánicas del 
material conformado, ya que proporcionan una 
fluencia estable y mejora la conformabilidad del 
material (Al Omar, 1996; Prasad y Sasidhara, 1997). 
Por tanto, puede decirse que estos dominios son 
los  dominios más seguros para el conformado del 
acero estudiado.

FIGURA 4. Comparación de las curvas de fluencia experimentales y teóricas del acero estudiado a varias T y ɛ̇.

FIGURA 5. Mapa de eficiencia de disipación de 
energía obtenido mediante el modelo de 

RNA para la deformación ε=0,6.
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4.2.2. Mapas de inestabilidad plástica

Usando los valores del modelo de RNA se repre-
senta en la Fig. 6 la variación del parámetro de 
inestabilidad plástica ξ (Ec. (2)) con la velocidad de 
deformación y la temperatura para la deformación 
de ε=0,6. Como se ha mencionado anteriormente, 
cuanto mayor es la magnitud negativa del paráme-
tro ξ, mayor es la posibilidad de aparición de alguna 
manifestación de inestabilidad plástica (Prasad y 
Sasidhara, 1997). Así, con el fin de conformar siem-
pre en condiciones de fluencia estable, los domi-
nios de posibles inestabilidades deben ser evitados 
durante los procesos de conformado en caliente.

El mapa mostrado en la Fig. 6 no revela ningún 
tipo de inestabilidad plástica y está en total acuerdo 
con el mapa de iso-eficiencia de disipación de ener-
gía. Como es bien sabido, los dominios estables 
correspondientes a DRX y DRV se caracterizan por 
altos valores del parámetro ξ y cuanto más grande 
es el valor positivo de ξ mayor es la estabilidad del 
comportamiento de fluencia del acero conformado 
(Al Omar, 1996; Prasad y Sasidhara, 1997). Este 
mapa exhibe un dominio centrado en 1150 °C y 
10  s−1 con un máximo de ξ de aproximadamente 
0,24. Este dominio puede atribuirse fácilmente a la 
DRX de pico simple, observado en el mapa de la 
Fig. 5 y situado en la misma posición. El dominio 
de la DRV se ha detectado en la zona extendida de 
moderadas hacia altas ɛ̇ y T=900 °C, con una valor 
de ξ=0,30. Este dominio coincide con el dominio de 
la DRV identificado en el mapa de la Fig. 6 con una 
pequeña diferencia en la posición.

Los mapas de las Figs. 5 y 6 ponen de manifiesto 
el buen acuerdo que existe entre los resultados expe-
rimentales (Al Omar, 1996; Al Omar et al., 1996; Al 
Omar et al., 1997) y los del modelo de RNA, ya que 
tanto el mapa de iso-eficiencia de disipación de energía 
como el de inestabilidad plástica muestran la misma 

tendencia que los mapas construidos utilizando valo-
res experimentales de la tensión de fluencia.

5. CONCLUSIONES

En este trabajo, se ha utilizado con éxito una red 
neuronal artificial para caracterizar el comporta-
miento termo-mecánico de un acero microlaeado 
de medio carbono durante un proceso de confor-
mado en caliente. El modelo de RNA desarrollado 
consiste en una red de perceptrón multicapa con un 
algoritmo de aprendizaje de retropropagación. Esta 
red está compuesta por una capa de entrada de tres 
neuronas (deformación, velocidad de deformación 
y temperatura), dos capas ocultas con 10 neuronas 
cada una y una capa de salida con una neurona 
(tensión de fluencia). De esta manera se ha podido 
modelizar la curva de fluencia del acero estudiado 
como una función implícita de la deformación, velo-
cidad de deformación y temperatura. Las curvas de 
fluencia, obtenidas mediante los ensayos de compre-
sión en caliente, han sido utilizadas para entrenar el 
modelo de RNA propuesto. Los resultados obteni-
dos indican una buena correlación entre los valores 
experimentales y los valores teóricos del modelo de 
RNA. El análisis de los índices estadísticos estándar, 
utilizados en este trabajo, ha puesto de manifiesto la 
excelente capacidad de predicción del modelo. Para 
más del 95% de los datos del entrenamiento, el error 
relativo se encuentra dentro del ±10%, mientras que 
para los datos del test, el error relativo está dentro 
de ±5% para más del 88% de datos. Por lo tanto, 
el modelo de RNA puede considerarse como una 
herramienta eficiente para caracterizar de manera 
rápida y precisa el comportamiento de fluencia de los 
aceros microaleados de medio de carbono, sin nece-
sidad de encontrar un gran número de constantes de 
material, relacionadas con el método de regresión 
empleado para determinar la ecuación constitutiva. 
Además, se ha podido comprobar que la metodolo-
gía utilizada es simple y general y es adecuada para 
cualquier material.

Por último, con el fin de comprobar la fiabilidad 
del modelo de RNA propuesto, se han construido, 
para la deformación ε=0,6, los mapas de procesado, 
basados en el DMM, utilizando valores de la tensión 
de fluencia predichos por el modelo. Estos mapas 
son prácticamente similares a los construidos utili-
zando valores experimentales de tensión de fluen-
cia. Asimismo estos mapas revelan la existencia de 
un dominio DRX (centrado a 1150 °C y 10 s−1, con 
un pico de eficiencia del 38%) que puede ser con-
siderado como el dominio más seguro para el con-
formado en caliente del acero estudiado. Además, 
muestran un dominio DRV a bajas temperaturas y 
moderada velocidad de deformación.

Los resultados obtenidos en este trabajo sugieren, 
para futuros trabajos de investigación, la implemen-
tación del modelo de RNA en un código comercial 

FIGURA 6. Mapa de inestabilidad obtenido 
mediante el modelo de RNA para ε=0,6.
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de cálculo por elementos finitos para simular de 
manera más satisfactoria el comportamiento de 
fluencia de los aceros microaleados.
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